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Abstract. This paper makes a comparative study about two known clustering
techniques used in color image segmentation: K-Means and Fuzzy C-Means.
It will be described in details the adaptation of each methodto digital image
processing, like too your methodologies and steps that are involved. Further-
more, two methods are presented for this these techniques, which can be used
to find an ideal quantity clusters that will be generated. Theexperiments were
performed with nature images, varying the cluster quantityand results showed
the specific particularities of each method.

Resumo. Este artigo faz um estudo comparativo entre duas conhecidastécnicas
de agrupamento utilizadas na segmentação de imagens coloridas: K-Means e
Fuzzy C-Means. Será descrita em detalhes a adaptação de cada ḿetodo para o
processamento de imagens digitais, como também suas metodologias e etapas
que as constituem. Além disso, s̃ao apresentados dois métodos para validaç̃ao
para estas t́ecnicas, que podem ser utilizados para encontrar uma quantidade
ideal de agrupamentos a serem gerados. Os experimentos foram realizados
em imagens naturais, variando-se o número de agrupamentos e os resultados
mostraram as particularidades especı́ficas de cada ḿetodo.

1. Introdução

A segmentação de imagens está presente em muitas aplicac¸ões que envolve processa-
mento de imagens digitais, como a análise de imagens médicas, reconhecimento de faces,
sistemas de controle de tráfego rodoviário, reconhecimento de escrita, identificação de
regiões em imagens de satélite etc.

O processo de segmentação consiste em subdividir a imagemem regiões ou ob-
jetos que a constituem. Seu objetivo é simplificar ou alterar a representação de uma
imagem, com a finalidade de facilitar sua análise. Para isso, existem diversos métodos
capazes de realizar tal função, nos quais destacam-se técnicas baseadas similaridade
(threshold), detecção de descontinuidades, agrupamento de dados (clustering), cres-
cimento de regiões, método da divisão-fusão, entre outras.

Neste artigo, serão tratadas e comparadas duas técnicas de agrupamento para a
segmentação de imagens: K-Means e Fuzzy C-Means. Estes m´etodos possuem paradigma
de aprendizado não-supervisionado, ou seja, procuram determinar e identificar automa-
ticamente como os dados estão organizados em um conjunto ouem uma base de dados
[Duda et al. 2000]. O K-Means é um método de agrupamento quetem como objetivo
encontrarK grupos (padrões, ou regiões) na imagem. Estes grupos sãorepresentados por



centróides, que são médias numéricas de todos ospixels pertencentes ao agrupamento
em questão. Possuindo uma idéia de funcionamento análoga aoK-Means, o Fuzzy C-
Meansutiliza um grau de relação para medir a similaridade entrecadapixele cada padrão
existente na imagem. Quanto mais próximo do valor unitário, maior é o indı́cio de que o
pixelpertença ao agrupamento em questão. Se for mais próximo de zero, significa que são
pequenas as chances dopixel pertencer ao agrupamento analisado. Por isso, é conhecido
como a versãofuzzy do K-Means, pois permite que um dado possua relação com cada
padrão da imagem.

Os métodos foram testados em imagens naturais, que são figuras que possuem di-
versas cores, elementos e objetos em sua composição. Segmentar estes tipos de imagens
são um desafio, visto que as cores variam bastante e os objetos podem estar distribuı́dos de
qualquer maneira pela imagem. Com base nisso, podem existirdiversos tipos de padrões
ou regiões em uma imagem natural. Sabendo-se que esta quantidade é desconhecidaapri-
ori e que os métodos K-Means e Fuzzy C-Means requerem como parâmetro o número de
agrupamentos a serem gerados, são apresentados critérios para a validação de agrupamen-
tos, que medem a qualidade de uma partição obtida pelo algoritmo de agrupamento.

O restante do artigo está organizado como se segue. A Seção 2 descreve em deta-
lhes cada algoritmo de agrupamento adaptado para a segmentação de imagens digitais. A
Seção 3 faz um breve relato sobre os critérios de validação de agrupamentos. A Seção 4
analisa os resultados obtidos por cada um dos métodos e ilustra a aplicação dos critérios
de validação apresentados. A Seção 5 descreve as considerações finais e a última Seção
lista as Referências Bibliográficas.

2. Agrupamento de Dados
A idéia dos algoritmos estudados é fornecer uma classificação de informações de
acordo com os próprios dados, baseada em análises e comparações entre os seus valo-
res numéricos. Desta maneira, o algoritmo classifica os dados automaticamente, sem
a necessidade de supervisão, o que caracteriza um paradigma de aprendizado não-
supervisionado.

Antes de iniciar a descrição das técnicas K-Means e FuzzyC-Means, ressaltam-
se algumas considerações. O espaço de caracterı́sticasé formado pelos canais de cores
vermelho (R), verde (G) e azul(B) não-normalizados de uma imagemI composta por
N pixels. Assim, os valoresI(q)R, I(q)G e I(q)B fornecem a intensidade no intervalo
[0, 255] para os canais de cor vermelho, verde e azul, respectivamente, para oq−ésimo
pixel (1 ≤ q ≤ N) desta imagemI.

2.1. K-Means

O K-Means [Samma e Salam 2009] [Tan et al. 2006], é um algoritmo muito popular utili-
zado para agrupamento de dados. Além de ser bastante simples, funciona bem na prática
sendo base de vários outros métodos de agrupamento. O objetivo deste método é partici-
onar a imagem em uma quantidadeK de agrupamentos, minimizando a distânciaintra-
clusterse maximizando a distânciainter-clusters.

Seu funcionamento é simples. Primeiramente, deve-se escolherK centróides ini-
ciais, que representam os centros dosK agrupamentos dados porC1, ..., CK , ondeK ≥ 2.
Agora cadapixel da imagem é rotulado em relação ao centróide da classe mais similar.
Por conseguinte, os centróides tem seus valores atualizados com base nospixels que pas-
saram a pertencer aos respectivos agrupamentos. Assim, o processo se repete enquanto



um critério de parada não for satisfeito. Neste trabalho,o algoritmo termina sua execução
quando os centróides permanecerem inalterados entre duasiterações. O algoritmo é com-
posto pelas seguintes passos:

1. Primeiramente, osK centróides (c1, ..., cK) devem ser inicializados. Neste traba-
lho, utilizou-se uma inicialização aleatória que é feita pela seguinte fórmula

ch
i = i

255

K
, onde1 ≤ i ≤ K (1)

para cadah ∈ {R, G, B};

2. Para cadapixel q da imagemI
• Calcule a distância Euclidiana entre opixel q e cada centróide. Esta

distância tem como objetivo obter um valor que determina a dissimila-
ridade entre dois objetos. De maneira geral, a distância Euclidiana entre
dois objetosx ey com dimensãow é dado por:

D(x, y) =

√

√

√

√

w
∑

l=1

(xl − yl)2 (2)

Adaptando-se a equação (2) para opixel q e um centróidei no espaço de
caracterı́sticasRGB, tem-se que

D(I(q), i) =
√

(cR
i − I(q)R)2 + (cG

i − I(q)G)2 + (cB
i − I(q)B)2 (3)

• Encontre o centróidek com a menor dissimilaridade e classifique opixel

como pertencente ao agrupamentok;

3. Nesta etapa, os centróides de todos osK agrupamentos tem seus valores recal-
culados. Para isso, a média aritmética doi-ésimo centróide é calculada entre os
pixels da imagem classificados como pertencentes ao agrupamentoi:

ch
i =

1

|Ci|

∑

q∈Ci

I(q)h (4)

tal queCi é o agrupamento representado pelo centróideci e |Ci| é a cardinalidade
Ci;

4. Retorne ao Passo 2 até que todos os centróides não alterem seus valores entre duas
iterações.

Em contraste com a simplicidade de seu funcionamento, destacam-se algumas
desvantagens. O método é altamente dependente da inicialização dos centróides, onde
uma determinada posição inicial pode levar a solução para um ótimo local. Cita-se
também o fato de que problemas podem ocorrer quando os agrupamentos possuem di-
ferentes tamanhos, densidades e formas não-globulares noespaço de caracterı́sticas.

Observa-se que o algoritmoK-Means realiza uma classificaçãohard, pois cada
pixel é classificado como membro de um único agrupamento. Assim,os pixelsde uma
imagem podem ser similares a um determinado centróide, ou podem se encontrar equi-
distantes entre dois centróides. Neste último caso, podem ocorrer erros de classificação,
sendo adequado adotar métodos que abordam classificaçãosoft, como a técnicaFuzzy
C-Means, analisada a seguir.



2.2. Fuzzy C-Means

O Fuzzy C-Means [Sato-Ilic e Jain 2006] é um método de agrupamento que permite que
um certo dado possua um determinado grau de relação com cada um dosC agrupamentos
que se deseja obter. Pode-se dizer que este algoritmo possuiuma abordagemsoft, pois
um dado não está associado exatamente com um único padrão da imagem.

O grau de relação (também chamado de grau de pertinência) entre umpixel da
imagem e um agrupamento é um valor que está no intervalo[0, 1]. Um grau de per-
tinência próximo a1, significa que opixel e o agrupamento em questão são similares.
Caso contrário, esse valor estará próximo a zero, o que indica dissimilaridade entre opi-
xel e o agrupamento analisado.

O algoritmo Fuzzy C-Means possui funcionamento e estruturasemelhantes ao K-
Means. Neste método, deve-se minimizar uma função Objetivo, que determina que os da-
dos mais próximos aos centróides estejam associados à funções de pertinência maiores e
vice-versa. Vale ressaltar que o cálculo dos centróides utiliza a função de pertinência, que
é atualizada constantemente até a convergência do algoritmo. Esta etapa de atualização é
equivalente à etapa de atribuição de padrão aospixels da imagem no K-Means (Passo 3).
As etapas deste algoritmo são as seguintes, onden é o passo do tempo:

1. Inicie as variáveis, constantes e função Objetivo:m, que é um peso constante que
influencia no valor de pertinência,J0, que é o valor inicial da função Objetivo e
ǫ, que é um limiar para determinar seJ foi suficientemente minimizada. Neste
trabalho,m = 2, J0 = 0 e ǫ = 1;

2. Inicie a matriz graus de pertinênciaU com valores aleatórios, ondeU(q, i) se
refere ao grau de pertinência entre opixel q e o agrupamentoi, respeitando-se
as condições de que para cadapixel q da imagem

∑C
i=1 U(q, i) = 1 e para cada

agrupamentoi, 0 ≤
∑N

q=1 U(q, i) ≤ N , sendo que1 ≤ i ≤ C;

3. Para cada canal de corh ∈ {R, G, B}, calcule os centróidesch
i de cada agrupa-

mentoi, de acordo com a equação (5):

ch
i =

∑N
q=1 U(q, i)I(q)h

∑N
q=1 U(q, i)

(5)

4. Recalcule os graus de pertinência entre cadapixelda imagem e cada agrupamento
i, onde||I(q) − ci|| = (I(q) − ci)

T (I(q) − ci) é a distância Euclidiana entre o
q-ésimopixelda imagemI e o centróideci:

U(q, i) =

[

C
∑

j=1

(

||I(q) − ci||

||I(q) − cj||

)
2

m−1

]

−1 N
∑

q=1

U(q, i)m||I(q) − ci||
2 (6)

5. Calcule a função ObjetivoJn+1 segundo a equação (7):

Jn+1 =
N
∑

q=1

C
∑

i=1

U(q, i)m||I(q) − ci||
2 (7)

6. Com a finalidade de verificar a convergência do método, calcule∂ = Jn+1 − Jn e
verifique se∂ ≤ ǫ. Se a condição for respeitada, finalize a execução do algoritmo.
Senão, retorne ao Passo 3.



Além de ser computacionalmente mais caro que o K-Means, um ponto fraco do
métodoFuzzy C-Meansse refere ao caso de umpixel possuir graus de pertinência quase
idênticos entre duas ou mais classes, como por exemplo,0.51 e 0.49 para duas classes 1
e 2, respectivamente. Percebe-se um alto ı́ndice de confus˜ao, pois opixel pode pertencer
quase que igualmente a qualquer uma das duas classes, emborao método classificaria o
pixel como pertence à classe 1.

3. Crit érios para Validação de Agrupamento

Nesta seção, são apresentados dois critérios relativos para validade de agrupamentos.
A finalidade deste critério é verificar a qualidade de uma partição gerada pelo algo-
ritmo de agrupamento. Neste trabalho, utilizou-se os crit´erios de Silhueta Simplifi-
cado (CSS) [Hruschka et al. 2004] [Rousseeuw 1987] e o critério Silhueta Fuzzy (CSF)
[Campello e Hruschka 2006] para avaliar os resultados do algoritmos K-Means e Fuzzy
C-Means, respectivamente.

O critério de silhueta também é útil no processo de obtenção do número ideal de
grupos a serem gerados pelos algoritmos. Neste caso, executa-se o algoritmo de agrupa-
mento sobre uma imagem para diversas quantidades de agrupamento e escolhe-se aquela
quantidade que possuir a maior silhueta. Assim, o objetivo ´e escolher uma quantidade
de agrupamentos cuja partição gerada maximize a distância entre os grupos e minimize a
distância entre ospixelsde cada grupo.

3.1. Silhueta Simplificada

O Critério de Silhueta Simplificado é utilizado no algoritmo K-Means e é dado por

CS =
1

N

N
∑

q=1

s(q) (8)

em ques(q) é a silhueta doq-ésimopixel da imagem, que é obtido como

s(q) =
b(q) − a(q)

max{a(q), b(q)}
(9)

ondea(q) é a dissimilaridade doq-ésimopixel da imagem ao centróide do agrupamento
ao qual está associado eb(q) é a dissimilaridade doq-ésimopixelao centróide do agrupa-
mento mais próximo.

O objetivo desta silhueta é encontrar uma partição tal que (9) seja maximizado.
Percebe-se que−1 ≤ s(q) ≤ 1 [Rousseeuw 1987], logo, quanto menor for o valor de
a(q) e maior for o valor deb(q), mais próximo de 1 és(q), o que implica que o agrupa-
mento dos dados determinado pelo algoritmo é apropriado.

3.2. Silhueta Fuzzy

Por sua vez, o Critério de Silhueta Fuzzy é calculado como

CSF =
1

N

∑N
q=1(b

′(q) − a′(q))αs(q)
∑N

q=1(b
′(q) − a′(q))α

(10)



ondeα ≥ 0 e a′(q) é o grau de pertinência doq-ésimopixel da imagem ao centróide
do agrupamento ao qual está associado eb′(q) é o grau de pertinênciaq-ésimopixel em
relação ao centróide do agrupamento mais semelhante. Nasilhueta fuzzy,s(q) é calculado
de maneira equivalente a (9).

4. Resultados

Os dois métodos foram testados utilizando-se 65 imagens coloridas selecionadas alea-
toriamente da base de dados Berkeley Segmentation Dataset [Ber ], que disponibiliza
imagens do cotidiano. As imagens utilizadas para processamento têm481 × 321 pixels.
As Figuras 1, 2, 4 e 3 ilustram exemplos do processamento de algumas das imagens da
referida base para 3, 4, 3 e 5 agrupamentos, respectivamente.

(a) (b) (c)

Figura 1. Comparaç ão de resultados entre as t écnicas para 3 agrupamentos: (a)
Imagem original; (b) K-Means; (c) Fuzzy C-Means.

Observa-se que nas Figuras 1, 2 e 3, quando a imagem possui grupos bem se-
parados, a abordagemhard do K-Means é superior em relação ao Fuzzy C-Means. Este
último pode ser útil quando os agrupamentos estão sobrepostos, o que dificulta a obtenção
de dados estatı́sticos, exemplificado na Figura 4, onde percebe-se uma maior preservação
dos detalhes e bordas.

(a) (b) (c)

Figura 2. Comparaç ão de resultados entre as t écnicas para 4 agrupamentos: (a)
Imagem original; (b) K-Means; (c) Fuzzy C-Means.

Baseado nos resultados das Figuras 1, 2 e 4, e principalmenteda 3, verifica-se que
o Fuzzy C-Means é mais sensı́vel aos detalhes e as pequenas variações de intensidade da
imagem comparado ao K-Means. Isto pode ser explicado pela natureza de uma aborda-
gemsoft, onde umpixel pouco semelhante, ou até mesmo ruı́dos, podem ter um grau de



(a) (b) (c)

Figura 3. Comparaç ão de resultados entre as t écnicas para 5 agrupamentos: (a)
Imagem original; (b) K-Means; (c) Fuzzy C-Means.

relação com os agrupamentos.
Os critérios de Silhueta Simplificada e Silhueta Fuzzy foram aplicados na Figura

1(a). Foram gerados valores de silhuetas para um número de agrupamentos que variou de
2 à 8 e os valores do CSS e CSF são ilustrados na Figura 5. Pode-se perceber que o melhor
agrupamento dos dados foi obtido com para 2 agrupamentos em ambos os casos e a pior
partição foi gerada com 6 e 8 agrupamentos no K-Means (linha vermelha no Gráfico 5) e
no Fuzzy C-Means (linha azul), respectivamente. Utilizou-seα = 1 no experimento da
Silhueta Fuzzy.

(a) (b) (c)

Figura 4. Comparaç ão de resultados entre as t écnicas para 3 agrupamentos: (a)
Imagem original; (b) K-Means; (c) Fuzzy C-Means.

Em relação à complexidade computacional, o K-Means é daordem O(3NK) por
iteração de tempo, onde 3 é a quantidade de canais de coresutilizados, sendo, portanto,
linear relativo ao número depixels da imagem. Por realizar cálculos mais complexos, o
Fuzzy C-Means tem uma performance mais pobre comparada à performance do K-Means,
apesar de funcionar de maneira semelhante.

5. Consideraç̃oes Finais

Este artigo descreveu em detalhes duas técnicas de agrupamento que podem ser utilizadas
para a segmentação de imagens do cotidiano: K-Means e Fuzzy C-Means. Foi mostrado
que o funcionamento dos dois algoritmos é parecido, no entanto, atenta-se ao fato de que
o K-Means consiste de uma abordagemhard, enquanto que, o Fuzzy C-Means possui
uma abordagemsoft.

Os algoritmos K-Means e Fuzzy C-Means se mostraram flexı́veis e habilitados



Figura 5. Comparaç ão entre Crit ério de Validaç ão Silhueta Simplificada e Si-
lhueta Fuzzy: (a) Silhueta Simplificada (CSS) marcado pela l inha vermelho; (b)
Silhueta Fuzzy (CSF) marcado pela linha azul.

para tratarem imagens de qualquer contexto, pois cada imagem é processada sem depen-
der de resultados anteriores. Para as imagens naturais, quevariam muito na intensidade e
na forma, o primeiro foi mais eficaz em casos onde a imagem tem agrupamentos bem de-
finidos, apesar de que o segundo pode ser bastante útil em imagens onde os agrupamentos
tendem a se sobreporem no espaço de caracterı́sticas.

Uma importante consideração a se fazer é que melhores resultados podem ser ob-
tidos utilizando-se um valor ideal para o número de agrupamentos a serem encontrados
para cada imagem e inicializando os centros de maneira apropriada.
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